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Abstract. In this paper we present classifiers responsible for automate the anal-
ysis of semantic coherence aspects in academic abstracts. These aspects are
based on the schematic structure of the Abstract section and on the semantic
similarity among different components that compose the structure. The clas-
sifiers were trained and induced by machine learning algorithms based on fea-
tures automatically extracted from the surface of the text and from the processing
of the LSA. Results indicate that all classifiers achieved superior performance
compared to baseline measures. Thus, they can be used in environments of aid
to writing for emission of suggestions related to coherence.

Resumo. Neste artigo são propostos classificadores responsáveis por automa-
tizar a análise de aspectos relacionados à coerência semântica em resumos
acadêmicos. Tais aspectos são baseados na estrutura esquemática da seção
Resumo e na similaridade semântica entre os componentes que compõem tal
estrutura. Os classificadores foram treinados e induzidos por algoritmos de
aprendizado de máquina, com base em caracterı́sticas extraı́das automatica-
mente da superfı́cie do texto e provenientes do processamento da LSA. Os resul-
tados indicam que todos os classificadores alcançaram desempenho superior às
medidas de comparação e que podem ser utilizados, por exemplo, em ambientes
de auxı́lio à escrita para emissão de sugestões relacionadas à coerência.

1. Introdução

O resumo pode ser considerado uma das seções mais importantes de um tra-
balho acadêmico, dado que, em conjunto com o tı́tulo, é utilizado pela comu-
nidade cientı́fica como primeiro meio de divulgação de suas pesquisas. Assim
como os trabalhos acadêmicos possuem uma estrutura bem definida, em geral enun-
ciada como Introdução – Desenvolvimento – Conclusão, a seção destinada ao re-
sumo também possui um esquema estrutural bem definido e passı́vel de ser mo-
delado. Vários modelos estruturais para resumos têm sido descritos na liter-
atura [Swales 1990][Weissberg e Buker 1990][Aluı́sio e Oliveira Jr 1996]. Feltrim et al.
(2003) propuseram um modelo estrutural especı́fico para resumos de dissertações e teses
em Ciência da Computação composto por seis componentes esquemáticos dispostos na
seguinte ordem: Contexto, Lacuna, Propósito, Metodologia, Resultado e Conclusão.

A partir desse modelo estrutural e da análise de diferentes aspectos de coerência
entre os componentes esquemáticos realizada por Souza e Feltrim (2011), este trabalho
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propõe a automatização da análise de coerência por meio do desenvolvimento de classifi-
cadores baseados em um conjunto de caracterı́sticas extraı́das automaticamente do texto.

Souza e Feltrim (2011) assumem, de acordo com a definição de Koch e Travaglia
(2003) e van Dijk (1983), que a coerência diz respeito a possibilidade de se estabele-
cer um sentido lógico entre diferentes sentenças de um texto. Desse modo, os autores
analisaram a coerência de resumos acadêmicos sob quatro aspectos, denominados de di-
mensões: (i) Dimensão Tı́tulo, (ii) Dimensão Propósito, (iii) Dimensão Lacuna-Contexto
e (iv) Dimensão Quebra de Linearidade. Essas dimensões consideram o relacionamento
semântico entre diferentes componentes do resumo.

A Seção 2 apresenta a anotação e análise do córpus, bem como as dimensões pro-
postas. As caracterı́sticas extraı́das das sentenças para a indução dos classificadores re-
sponsáveis pela análise automática de coerência são apresentadas na Seção 3. A avaliação
intrı́nseca dos classificadores é apresentada na Seção 4 e, por fim, as conclusões são ap-
resentadas na Seção 5.

2. Córpus e Anotação

Com o objetivo de analisar possı́veis problemas de coerência que ocorrem em tex-
tos acadêmicos escritos em português, foram coletados 385 resumos de monografias
de conclusão de curso de Ciência da Computação. Os resumos foram coletados por
meio de acesso a bibliotecas digitais públicas e a anotação desse córpus foi dividida em
duas partes: (i) anotação dos componentes esquemáticos e (ii) anotação de aspectos de
coerência relacionados as dimensões propostas, como descrito a seguir.

2.1. Anotação e Análise da Estrutura Esquemática

A primeira fase consistiu na inserção de marcações no texto que identificam o tı́tulo do
resumo, inı́cio e fim de cada sentença, e a sua classificação em um dos componentes
esquemáticos previstos no modelo estrutural de Feltrim et al. (2003). Para a anotação
dos componentes esquemáticos foi utilizado o AZPort [Feltrim et al. 2006], um classifi-
cador Naive Bayes que atribui a cada sentença do córpus uma de seis possı́veis categorias
retóricas: Contexto, Lacuna, Propósito, Metodologia, Resultado e Conclusão. No total,
2.293 sentenças foram automaticamente anotadas e revisadas manualmente para que os
erros cometidos pelo AZPort não inteferissem no processo de anotação e análise dos as-
pectos de coerência. A distribuição das categorias retóricas no córpus pode ser observada
na Tabela 1.

Tabela 1. Distribuição das categorias retóricas no córpus
Categoria Sentenças (N) Distribuição (%)
Contexto 808 35,23
Lacuna 215 09,38

Propósito 426 18,58
Metodologia 273 11,90

Resultado 451 19,67
Conclusão 120 05,24

Total 2.293 100



79

2.2. Anotação e Análise de Coerência
Com base na abordagem de Higgins et al. (2004), foram identificadas e anotadas dife-
rentes relações de coerência entre categorias retóricas especı́ficas. Tais relações são
baseadas na similaridade semântica entre sentenças de diferentes categorias retóricas e
foram chamadas dimensões. As seguintes dimensões, originalmente propostas em Souza
e Feltrim (2011), foram analisadas: Tı́tulo, Propósito, Lacuna-Contexto e Quebra de Lin-
earidade. A análise dos resultados e as conclusões obtidas são apresentadas a seguir.

2.2.1. Dimensão Tı́tulo

Durante o processo de anotação, verificou-se nos resumos a similaridade semântica de
cada sentença com o tı́tulo do trabalho. Se a sentença é fortemente relacionada com
o tı́tulo, atribuiu-se o valor alto. Caso contrário, atribuiu-se o valor baixo. Devido a
subjetividade da tarefa, foi utilizada uma escala binária para a anotação.

De um total de 2.293 sentenças, foram identificadas 1.243 (54,20%) com alto
relacionamento com o tı́tulo e 1.050 (46,80%) com baixo relacionamento. As sentenças
classificadas como Propósito são as mais relacionadas com o tı́tulo, uma vez que 83,33%
dessas sentenças foram classificados como tendo um alto relacionamento. Esse valor
é considerado elevado se comparado à média de 48,79% do valor alto para as outras
categorias. A distribuição de acordo com as seis possı́veis categorias esquemáticas é
apresentada na Tabela 2.

Tabela 2. Relacionamento semântico das sentenças do córpus com o Tı́tulo
Sentenças (N)

Categorias Alto Baixo
Contexto 364 444
Lacuna 104 111

Propósito 355 071
Metodologia 139 134

Resultado 220 231
Conclusão 061 059

Total 1.243 1.050

De fato, o tı́tulo de um texto acadêmico deve apresentar os principais tópicos
tratados no trabalho e, do mesmo modo, o resumo deve informar ao leitor sobre esses
tópicos, ainda que de forma resumida. Portanto, a falta de relação entre o componente
Propósito e o tı́tulo, pode ser uma evidência de duas situações: (i) o tı́tulo não é apropriado
para o resumo ou (ii) o resumo possui problemas de coerência.

2.2.2. Dimensão Propósito

Para cada resumo do córpus, verificou-se a similaridade entre as sentenças classificadas
como Propósito com as demais sentenças do resumo. Se a sentença é fortemente rela-
cionada com o componente Propósito, atribuiu-se o valor alto. Caso contrário, atribuiu-se
o valor baixo. Nos casos em que o resumo não possui sentenças da categoria Propósito
ou que a sentença analisada seja classificada como Propósito, atribuiu-se o valor n/a.
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Excluindo-se um conjunto de 573 sentenças anotadas com o valor n/a (426
sentenças de Propósito e 147 sentenças de diferentes categorias e que constituem re-
sumos sem o componente Propósito) tem-se um total de 1.720 sentenças. Desse total,
59,07% possuem alto relacionamento e 40,93% possuem baixo relacionamento com o
Propósito. As categorias mais relacionadas com o componente Propósito são as sentenças
classificadas como Conclusão, Metodologia e Resultado. A distribuição de acordo com
as categorias esquemáticas é apresentada na Tabela 3.

Tabela 3. Relacionamento semântico das sentenças do córpus com o compo-
nente Propósito

Sentenças (N)
Categorias Alto Baixo N/A
Contexto 378 380 50
Lacuna 129 079 7

Propósito — — 426
Metodologia 171 082 20

Resultado 264 135 52
Conclusão 074 028 18

Total 1.016 704 573

Segundo Higgins et al. (2004), o relacionamento entre diferentes componentes da
estrutura retórica de um texto determina a sua coerência global. Desse modo, um resumo
será difı́cil de ler e compreender caso determinadas partes não sejam relacionadas. Sendo
assim, a partir da análise realizada na Dimensão Propósito, espera-se que o componente
Propósito seja relacionado com os componentes Metodologia, Resultado e Conclusão.
Caso contrário, pode ser a indicação de um problema de coerência global.

2.2.3. Dimensão Lacuna-Contexto

Nas análises realizadas para a Dimensão Propósito, notou-se que o componente Contexto
é, em geral, mais relacionado com o componente Lacuna do que com o Propósito. As-
sim, espera-se em resumos coerentes que o componente Lacuna seja relacionado com ao
menos uma sentença classificada como Contexto. Desse modo, Souza e Feltrim (2011)
assumem que a ausência de relação entre esses componentes seja indicação de um prob-
lema de coerência.

Para cada resumo do córpus que possua sentenças classificadas como Lacuna e
Contexto, verificou-se o relacionamento semântico entre essas categorias. Cada sentença
de Lacuna foi anotada com o valor sim caso seja relacionada com alguma sentença de
Contexto. Caso contrário, atribuiu-se o valor não.

Excluindo-se um conjunto de 32 sentenças classificadas como Lacuna e perten-
centes a resumos que não possuem sentenças da categoria Contexto, 183 sentenças foram
anotadas nessa dimensão. Do total de sentenças, 74,86% foram anotadas com o valor sim
e 23,14% foram anotadas com o valor não. Desse modo, levando em consideração os
resultados da anotação dessa dimensão e a análise dos relacionamentos, concluiu-se que
a Dimensão Lacuna-Contexto pode indicar possı́veis problemas de coerência envolvendo
os componentes Lacuna e Contexto.
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2.2.4. Dimensão Quebra de Linearidade

Na análise dessa dimensão foi verificada a existência de quebra de linearidade entre
sentenças adjacentes do resumo. São possı́veis dois valores: sim, caso exista alguma
dificuldade em se estabelecer um sentido lógico da sentença atual com a sentença anterior
e com a próxima sentença; ou não, caso a sentença esteja de acordo com o fluxo do texto
e o anotador não teve dificuldades em relacioná-la com as sentenças adjacentes.

Do total de 2.293 sentenças analisadas, 153 sentenças foram identificadas com o
valor sim e 2.140 sentenças com o valor não. Das 153 sentenças em que o problema foi
identificado, a categoria em que o problema é mais recorrente em termos de proporção
é a Resultado, com 41 (9,09%) das sentenças com o valor sim. Já a categoria Lacuna é
a que menos apresenta problemas, com apenas 7 (3,26%) ocorrências. Esses resultados
mostram que no córpus analisado dificilmente existe a ocorrência de uma quebra significa-
tiva de linearidade entre sentenças adjacentes, já que os casos identificados correspondem
a apenas 7,14% do total de sentenças. Além disso, em boa parte desses casos percebeu-se
que tal sentença é justificada em alguma parte do texto, mesmo não sendo uma sentença
adjacente. Essa caracterı́stica dificulta ainda mais o processo de anotação e análise dessa
dimensão.

3. Análise Automática de Coerência

O objetivo deste trabalho é desenvolver classificadores capazes de identificar automati-
camente possı́veis problemas de coerência baseados nas dimensões propostas por Souza
e Feltrim (2011), conforme apresentado anteriormente. Foram desenvolvidos e avalia-
dos classificadores para cada uma das dimensões, com exceção da Dimensão Quebra de
Linearidade, em que o baixo número de exemplos identificados no processo de anotação
impossibilitou o desenvolvimento de um classificador automático para desempenhar a
tarefa. Descrevemos nesta seção a etapa de desenvolvimento.

3.1. Desenvolvimento

Para realizar a análise automática das dimensões, desenvolvemos classificadores induzi-
dos por algoritmos de aprendizado de máquina com base em caracterı́sticas extraı́das da
superfı́cie do texto e provenientes do processamento da LSA – Latent Semantic Analysis
[Landauer et al. 1998], um método estatı́stico para a extração e representação de conheci-
mento aplicado em córpus. A ideia básica da LSA é formar um espaço semântico em que
a semelhança entre os termos se dá pela ocorrência em contextos comuns. Pode-se medir
a similaridade de conceitos relacionados entre duas palavras ou sentenças, calculando-se
o produto co-seno entre os vetores que representam tais palavras ou sentenças. O valor de
tal similaridade é limitado entre [−1, 1], sendo−1 o menor valor possı́vel de similaridade
e 1 o mais alto grau de similaridade.

Para a indução dos classificadores optou-se pelo algoritmo SMO
[Keerthi et al. 2001]. Tal algoritmo é uma implementação da técnica SVM – Sup-
port Vector Machine [Vapnik 2000], um método de aprendizagem baseado em teorias
estatı́sticas em que cria-se um hiperplano ótimo para a separação das classes. A técnica
tem sido utilizada em aplicações de reconhecimento de padrões, tais como categorização
de textos [Aizawa 2001] e categorização de spam [Drucker et al. 1999]. Também foi
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utilizada por Higgins et al. (2004) na tarefa de análise de coerência. Desse modo,
acreditamos que o algoritmo SMO seja adequado para a tarefa.

3.2. Extração de Atributos

Extraiu-se um conjunto de 13 atributos de cada sentença do córpus. Todos os atributos
foram extraı́dos de maneira automática para a indução dos classificadores. O conjunto
completo de atributos é apresentado a seguir:

1. Categoria retórica da sentença atual;
2. Categoria retórica da sentença anterior;
3. Categoria retórica da próxima sentença;
4. Presença de palavra que pode caracterizar uma anáfora;
5. Posição da sentença no resumo (com base no inı́cio do texto);
6. Presença de palavra que pode caracterizar algum tipo de transição;
7. Tamanho da sentença atual (em número de palavras);
8. Tamanho do tı́tulo do resumo (em número de palavras);
9. Similaridade semântica (LSA) entre a sentença atual e a sentença anterior;

10. Similaridade semântica (LSA) entre a sentença atual e a próxima sentença;
11. Similaridade semântica (LSA) entre a sentença atual e o tı́tulo do resumo;
12. Similaridade semântica (LSA) entre a sentença atual e a sentença de Propósito; e
13. Valor máximo de similaridade semântica (LSA) entre a sentença de Lacuna e al-

guma sentença de Contexto.

Os atributos de 1 a 8 são baseados na estrutura retórica e de caracterı́sticas su-
perficiais do resumo, enquanto os atributos de 9 a 13 são baseados no processamento da
LSA. Os atributos de 1 a 10 são utilizados por todos os classificadores. O atributo 11 é
adicionado ao conjunto de atributos do classificador Dimensão Tı́tulo. O atributo 12 é adi-
cionado ao conjunto de atributos do classificador Dimensão Propósito. Por fim, o atributo
13 é adicionado ao conjunto de atributos do classificador Dimensão Lacuna-Contexto.

4. Avaliação Intrı́nseca dos Classificadores

A partir da anotação apresentada na Subseção 2.2 e do conjunto de atributos extraı́dos das
sentenças do córpus, foram gerados e avaliados cinco classificadores para as dimensões
propostas, sendo um classificador para a Dimensão Tı́tulo, três classificadores para a Di-
mensão Propósito, relativos aos componentes Metodologia (M), Resultado (R) e Con-
clusão (C) e, por fim, um classificador para a Dimensão Lacuna-Contexto.

Foi realizada a etapa de seleção de atributos para cada um dos classificadores
utilizando o método Wrapper em conjunto com o método de busca Best-First. Desse
modo, o algoritmo SMO com o kernel PolyKernel foi utilizado tanto para a seleção
de atributos, quanto para a indução dos classificadores. Utilizou-se o ambiente Weka
[Witten e Frank 2005] para as etapas de seleção de atributos, treinamento e teste dos in-
dutores e na avaliação intrı́nseca. Para o treinamento dos classificadores foi utilizado
o método de amostragem 10-fold stratified cross-validation e alterado o parâmetro fil-
terType do algoritmo SMO com o valor “Standardize training data”, responsável por
normalizar os atributos numéricos de maneira que sua média seja zero e o intervalo de
variância seja unitária. Na Tabela 4 é possı́vel observar a concordância Kappa entre a
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anotação humana e cada um dos classificadores treinados com a configuração apresen-
tada anteriormente e com os atributos mais preditivos de acordo com a etapa de seleção
de atributos. A Tabela 4 também apresenta a taxa de acerto (ou acurácia) dos classifi-
cadores.

Tabela 4. Concordância Kappa da anotação humana vs. classificadores e taxa
de acerto dos classificadores.

Concordância Kappa (K) Taxa de acerto (%)
Dim. Tı́tulo 0,871 96,48

Dim. Propósito (M) 0,683 86,17
Dim. Propósito (R) 0,763 89,47
Dim. Propósito (C) 0,748 90,19

Dim. Lacuna-Contexto 0,679 88,52

Pode-se notar na Tabela 4 que todos os classificadores apresentam nı́veis satis-
fatórios de concordância Kappa, considerando-se a tarefa subjetiva das dimensões. O
classificador da Dimensão Tı́tulo obteve o melhor desempenho, com K = 0, 871. Mesmo
o classificador da Dimensão Lacuna-Contexto, que apresentou o pior resultado entre os
classificadores, alcançou um bom nı́vel de concordância com K = 0, 679. Na Tabela 4
também é possı́vel notar que todos os classificadores alcançaram altas taxas de acerto,
entre 86,17% e 96,48%. Entretanto, essa é uma medida que não leva em consideração
as classes preditas e, por isso, uma análise mais detalhada dos classificadores é apre-
sentada na Tabela 5, que mostra o desempenho dos classificadores em relação às medi-
das de avaliação Precision, Recall, F-Measure e Macro-F. Para efeito de comparação,
apresentamos na Tabela 6 os resultados de uma baseline simples que sempre atribui a
classe prevalente como saı́da para cada um dos classificadores. Em ambas as tabelas,
as classes Alto e Baixo são referentes aos classificadores da Dimensão Tı́tulo, Dimensão
Propósito (Metodologia), Dimensão Propósito (Resultado) e Dimensão Propósito (Con-
clusão), enquanto as classes Sim e Não são referentes ao classificador da Dimensão
Lacuna-Contexto.

Tabela 5. Desempenho dos classificadores

Alto / Sim Baixo / Não
Precision Recall F-measure Precision Recall F-measure Macro-F

Dim. Tı́tulo 0,975 0,983 0,979 0,912 0,873 0,892 0,936
Dim. Propósito (M) 0,895 0,901 0,898 0,79 0,78 0,785 0,842
Dim. Propósito (R) 0,914 0,928 0,921 0,855 0,83 0,842 0,882
Dim. Propósito (C) 0,921 0,946 0,933 0,846 0,786 0,815 0,874
Dim. Lacuna-Contexto 0,903 0,949 0,925 0,821 0,696 0,753 0,839

Observa-se nas Tabelas 5 e 6, que todos os classificadores superam os valores
da baseline, em especial o classificador da Dimensão Tı́tulo, que também apresentou os
melhores resultados nas medidas relatadas anteriormente. Nota-se que o valor da medida
F-measure das classes alto/sim é superior ao das classes baixo/não. Embora exista um
desbalanceamento que possa favorecer as classes alto/sim, acredita-se que o comporta-
mento dos classificadores se deve ao fato de ser mais fácil afirmar a existência de um
relacionamento alto entre componentes do que um relacionamento baixo. Logo, existe
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Tabela 6. Baseline dos classificadores

Alto / Sim Baixo / Não
Precision Recall F-measure Precision Recall F-measure Macro-F

Dim. Tı́tulo 0,833 1,000 0,908 0,000 0,000 0,000 0,454
Dim. Propósito (M) 0,675 1,000 0,795 0,000 0,000 0,000 0,398
Dim. Propósito (R) 0,661 1,000 0,840 0,000 0,000 0,000 0,420
Dim. Propósito (C) 0,725 1,000 0,840 0,000 0,000 0,000 0,420
Dim. Lacuna-Contexto 0,748 1,000 0,855 0,000 0,000 0,000 0,428

uma ambiguidade maior para identificação de um relacionamento baixo. Entretanto, os
classificadores obtiveram um bom desempenho de modo geral, com valores entre 0, 839
e 0, 936 para a medida Macro-F, que leva em consideração ambas as classes.

Desse modo, os resultados positivos obtidos na avaliação dos classificadores pos-
sibilitam a sua utilização para desempenhar as tarefas propostas pelas dimensões de Souza
e Feltrim (2011) de maneira automática.

5. Conclusões

Este trabalho teve como objetivo desenvolver classificadores para a detecção automática
de problemas relacionados à coerência semântica em resumos acadêmicos escritos em
português a partir da proposta de Souza e Feltrim (2011) de quatro diferentes di-
mensões. Apresentamos os resultados de cinco classificadores: Dimensão Tı́tulo, Di-
mensão Propósito (Metodologia), Dimensão Propósito (Resultado), Dimensão Propósito
(Conclusão) e Dimensão Lacuna-Contexto. Todos os classificadores alcançaram desem-
penho superior às medidas de comparação utilizadas na avaliação intrı́nseca.

Os resultados positivos permitem a utilização dos classificadores para a emissão de
sugestões à usuários de ambientes de auxı́lio à escrita, como o ambiente SciPo – Scientific
Portuguese [Feltrim et al. 2006]. Desse modo, os classificadores deverão ser integrados e
avaliados como parte do SciPo em um contexto de uso real, para a emissão de sugestões
relacionadas à coerência semântica.

Outra questão a ser abordada em trabalhos futuros é a adequação dos classifi-
cadores para outras seções de trabalhos acadêmicos, tais como Introdução ou Conclusão.
Além disso, devido as dificuldades encontradas para a construção do classificador da Di-
mensão Quebra de Linearidade, pretende-se, como extensão deste trabalho, usar a Teo-
ria de Centering [Grosz et al. 1995] ou o Modelo de Entidades [Barzilay e Lapata 2008],
para a análise do córpus e extração de novos atributos que possam colaborar para a
construção de um novo classificador com o papel de identificar a existência de quebra de
sentido lógico em sentenças adjacentes. Trabalhos como o de Miltsakaki e Kukich (2004)
e Burstein et al. (2010) aplicaram tais modelos em tarefas semalhantes em redações es-
critas em inglês e alcançaram resultados positivos.

Sendo assim, acreditamos que este trabalho pode beneficiar diretamente ambiente
de auxı́lio à escrita SciPo e também outras ferramentas de Processamento de Linguagem
Natural, como sumarizadores automáticos.
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